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MOTYWACJE
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TRANSAKCJE

Dane transakeyine [l LISTA AUTOROW (ITEMS) [N Kupione ksiazki
A Jane Austen 10 |A C T W
C  Agatha Christie 20 CcC D W
D  Sir Arthur Conan Doyle 30 | A C T W
T  Mark Twain 40 |A C D W
W  G. Wodehouse 50 A C D T W
60 C D T

Znajdz wzorce zachowan klientéw., np.
o Co jest czesto kupopwane? (modne?, sezonowe?)
o Ktoére tytuty sa kupione razem?
e Co robi¢, aby przyciagac klientéw?



W JAKIEJ FORMIE WYRAZIC WZORZEC
ZACHOWAN KLIENTOW?

Data mining

@ macierz kolokacji:

Dane transakcyjne

AlC|D|T|W
Al4]412]3]4
Cl4]6 4145
D244 2| W
T\ 3|42 4| W
Wi4|5|3|3]|5

o Reguty
o A — C,
o C = W,
o AC = T,
o T — ACW.



OUTLINE

Data mining

Reguty asocjacyjne

© REGULY ASOCJACYJINE



REGULY ASOCJACYJNE
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PODSTAWOWE OZNACZENIA

Reguly asocjacyjne e Pozycje (ang. items) opisuja dostepne towary. Zaktada
sie, ze zbiorem wszystkich towardw jest
I ={iy,i2,....,im} (items)

@ baza transakcji D = {(tidy,T}), (tide, T»)...} zawiera
transakcje jako pary (tid;, T;), gdzie:
- tid; : unikalny identyfikator
- T; C I : zbiér zakupionych towaréw .

o itemset: kazdy podzbiér zbioru towaréw I;
@ k-itemset: podzbidér o k elementach.

@ s(X) - liczba transakgji zawierajacych itemset X.
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DEFINITION
Reguta asocjacyjna nazywamy kazda implikacje typu

Reguty asocjacyjne

X =Y

gdzie X,Y s3 itemsetami. Jako$¢ takiej reguty mierzymy
jest funkcjami:

@ wsparcie (support)
support(X = Y)=s(XUY)

e wiarygodnos¢ (confidence)
s(XUY)

confidence(X — Y)= (X
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LISTA AUTOROW (ITEMS) RSy
Reguly asocjacyjne A Jane Austen 10 |A C T W
C  Agatha Christie 20 C D W
D  Sir Arthur Conan Doyle 30 |A C T W
T  Mark Twain 40 |A C D W
W  G. Wodehouse 50 A C D T W
60 C D T

Reguty \ wsparcie  st. wiar.

A= C 4 100%

C = W 5 83,3%

AC = T 4 75%

T = ACW 3 75%
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PROBLEM

DANE sA:

Reguty asocjacyjne

@ zbiér pozycji I = {i1,%2,...,im}
@ baza transakcji D = {(tidy,T1), (tide, To)...}
o state sup_min = minimalna warto$¢ wsparcia i
conf_min = minimalny stopien wiarygodnosci
PROBLEM: Znalez¢ wszystkie reguty asocjacyjne o
- wsparciu > sup_min
- stopniu wiarygodnosci > con f_min
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PROBLEM OBLICZENIOWY
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Szukanie

e Liczba wszystkich regut asocjacyjnych wynosi 3",
gdzie n jest liczba itemow.

e Sprawdzanie wszystkich regut jest nie wykonywalne!

e Proponowano rézne metody szukania z uzyciem
réznych technik obliczen: sekwencyjne, réwnolegte.



SCHEMAT WYSZUKIWANIA REGUL
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Wiekszos¢ istniejacych algorytmoéw dziata w dwdch
krokach:

Znajdz czeste zbiory: znajdz itemsets o wsparciu
wiekszym niz min_sup (frequent itemsets).

Szukanie

Podziat czestych zbiorow: dla kazdego czestego
zbioru, znajdz podziaty tego zbioru na 2
podzbiory w taki sposéb, by powstaty reguty
o st. wiarygodnosci wiekszym niz
min_conf.



i l PRZYKLAD
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TID | Kupi ksiazki wsparcie Frequent itemsets
= A""'C""e R 100% (6) C
Szukanie 20 C D W 83% (5) CW

30 A C T W 67% (4) A, D, T, AC, AW,

20 A C D W CD, CT, ACW

50 A C D T W 50% (3) AT, DWwW, TW,

50 Db T ACT, ATW, CDW,
CTW, ACTW

e Min. wsparcie = 3 (50%)
e Min. wiarygodnoéé¢ = 75%
@ Reguty dla AC:

A = C (100% wiarygodnosci)
C = A (66% wiarygodnos¢)



WYZNACZANIE CZESTYCH ZBIOROW
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o Obserwacje:
o Jedli {A,B} jest czestym zbiorem, to {A} i {B} tez
musza by¢ czestymi zbiorami.
o Ogolniej: jesli X czestym k-elementowym zbiorem, to
wszystkie (k — 1)-elementowe podzbiory X tez sa
czeste.

Szukanie

o ldea:

e Znajdz wszystkie 1-elementowe czeste zbiory

o Generuj 2-elementowe czeste zbiory z 1-elementowych
czestych zbioréw

o ...

o Generuj k-elementowe czeste zbiory poprzez taczenie
(k — 1)-elementowych czestych zbioréw
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C,-7b. kandydatow na
czeste k-element. zbiory

Szukanie

F, - Rodzina czestveh k-
elementowych zbioréw

Obliczenia w pamigci
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ALGORYTM APRIORI

: Cy:=1; Fy := rodzina 1l-elem. zbioréw czestych
: for (k=2;F_1 #0;k+ +) do
Cy, := AprioriGen(Fy_1);
//generowanie nowych kandydatéw
Fy :={X € Cy : support(X) > min_sup}
end for
: Wynik := F1 UFy UFs... UFy;

Szukanie

N SRR



PRZYKLAD
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@ minimalne wsparcie = 3

o ufnodé = 80%

TRANSAKCJE CZESTE ZBIORY
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Szukanie

TID | Kupione ksiazki Frequent itemsets
0 |[A C T W F
20 C D W o Gy 0 1, B
S0 A ¢ =W~ _Ca | AC, AD, AT, AW ...
F
4 |A C D W > | AC, AT, AW, CD, CT,
60 cbT Cs | ACT, ACW, ATW, CDW,
CTW
F
> | ACT, ACW, ATW, CDW
Cy




FuNnkcJA APRIORIGEN
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o taczenie: do C; wstawiamy sumy takich par
X,Y € Fy_1, ktére maja wspdlne k — 2 poczatkowych
elementéw. Np. dla

F)_1 = {AB, AC, AD, AE, BC, BD, BE}

Szukanie

mamy

Cy, = {ABC,ABD, ABE, ACD, ACE,
ADE, BCD, BCE, BDE}
@ Obcinanie: Usuwamy z Cj te zbiory, ktérych nie
wszystkie podzbiory (k — 1)-elementowe sa w Fj,_1.

Np. mozemy usuwaé ACD, poniewaz CD nie znajduje
sie w Fy_1. Po obcinaniu otzrymujemy

C, = {ABC,ABD, ABE}
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@ Problem: Niech X bedzie zbiorem czestym. Znalez¢
Y C X taki, ze

Szukanie

confidence(X \'Y = Y) > min_conf

o Obserwacja:
"Jedli AB = CD jest wiarygodna reguta, to reguty
ABC =— DiABD = Ctezs3’

o Strategie:
o Przerzuca¢ na prawa strone po kolei pojedyncze
elementy.
o Stosowaé funkcje AprioriGen() do generowania zbioru
warunkowanego Y
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ULEPSZENIE ALGORYTMU APRIORI
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@ Algorytm Apriori musi przegladaé cata baze danych w
celu obliczenia wsparcia dla kandydatéw

e o Ulepszenie: nowa struktura, ktéra zawiera wytacznie
transakcje, ktére moga wspieraé aktualnych
kandydatéw.

@ counting_base: nowa struktura danych, ktéra jest
uaktualniana dla kazdego kroku k;

@Q Algorytm AprioriTid: oblicza wsparcie dla kandydatéw
skanujac wytacznie strukture counting_base;



ALGORYTM APRIORITID
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APRIORITID

Wejscie: zbidr transakcji D, min_sup - minimalne wsparcie
Wyjscie: zbidr wszystkich czestych itemsetéw F
//CBy- zbior counting_base obliczony w k-tym kroku

Ulepszenie

algorytmu Apriori 1: Cq:=1; Fy := rodzina 1-elem. zbioréw czestych
2: for (k=2;Fr_1 #0;k++) do
3: Gy := AprioriGen(Fy_1);
4: //generowanie nowych kandydatow
5.  CBj = Counting_base_generate (Cy, CBy_1);
6:  Support_count(Cyg, CBy);
7. Fp:={X € Cy : support(X) > min_sup}

8: end for
9: Wynik :=F; UFy UF5... UFy;



GENEROWANIE STRUKTURE Counting_base
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CB,. = skojarzy kazda transakcje ¢ z lista kandydatéw
wystepujacych w t;
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o Elementami CBy, s3 pary:

(t.TID,{c € Cylc C t}) = (t.TID, Sy(t.TID))

Ulepszenie
algorytmu Apriori

o Jesli jakas transakcja nie zawiera kandydatéw
k-elementowych, to zostanie ona usunieta z CBy i ze
wszystkich nastepnych zbiorédw counting_base;

@ Mozna to wyznaczyé metoda iteracyjna:

o CBj; := cata baza transakgji

o CBy, :={(i,Sk(4))}, gdzie Sk (i) powstaje z Sk_1(i) w
nastepujacy sposéb:

JESLI {ul...ui,g,a} i {ul...ui,g,b} eF,_1NCBg_1
TO {Ul, U2, a, b} € Sk(l)
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Ulepszenie
algorytmu Apriori

PRZYKLAD

D ={(1,acd), (2, bce), (3,abce), (4,be)}.
min_sup =0.5

Krok 1
counting_base ={(1,{a,c,d}), (2,{b,c.e}), Fi={ab,c e}
(3,{a.b,c.e}), (4.{b,eN }
J C,= {ab, ac, ae, bc, be, ce}
Krok 2
counting_base ={(1,{ac}), (2,{bc,be,ce}), » ={ac, bc, be, ce}
(3,{ab,ac,ae,bc,be,ce}), (4,{be}) }
C, = {bce}
Krok 3 l

counting_base = {(2,{bce}),(3,{bce})} F; = {bce}
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AprioriTid przeszukuje tablice CBj zamiast skanowaia
cata baze transakcyjna;

o Jest efektywny wtedy, gdy CBy, jest dostatecznie mata
wzgledem rozmiaru catej bazy.

Ulepszenie
algorytmu Apriori

AprioriTid jest lepszy od Apriori wtedy, gdy
o CByj miesci sie w pamieci;
o Czeste zbiory maja rozktad z " dtugim ogonkiem” !
AprioriHybrid
o wykonuje Apriori w pierwszych iteracjach
o przetaczy na AprioriTid wtedy, gdy spodziewmy, ze
CBj. miesci sie w pamieci.

W praktyce, AprioriHybrid moze byé do 30% szybszy od
Apriori i do 60% szybszy niz AprioriTid
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Baza danych jest zapamietana w oszczednej strukturze
zwanej FP-tree.

Czeste zbiory sa obliczone z tego dzrewa;

Jest to metoda “Dziel i rzadZ";

Baza danych jest przeskanowana doktadnie 2 razy;

- piewszy raz: czestos¢ wystapienia kazdego przedmiotu
(item);

- drugi raz: Konstrukcja drzewa FP-tree

O rzad wielkos$ci szybszy niz Apriori.



ILUSTRACJA
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e Baza transakgcji (min_sup = 3):
| TID | Items |

1 f,a, c,d g i,m,p

a,b,c fI,mo

b, f, h,j, o

b,c k, s, p

a,f,c,e I, p,m, n

FP-tree

Gl W N




ILUSTRACJA

e Baza transakgeji (min_sup = 3):
| TID | Items

1 f,a,c,d, g i,m,p
2 a, b,c, f,I,mo
3 b, f, h,j, o0
4 b, c, k, s, p
5 a,f,c,e l,p,mn
@ Po pierwszym skanowaniu catej bazy:
flelalblm|p[l]o|d[elg|[h]|ilj]|k]
alalsfsfsfsfaf2f1fifi]ifi]1]t]

@ Po usunieciu przedmiotéw o wsparciu < 3 mamy
posortowana liste czestych przemiotéw (item):
Item ‘f‘c‘a‘b‘m‘p
Frequency‘4‘4‘3‘3‘3 ‘3
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@ Ponownie skanuje baze. Dla kazdej transakcji:

FP-tree



Data mining

@ Ponownie skanuje baze. Dla kazdej transakcji:
@ usuwamy nieczeste items,

FP-tree



Data mining

@ Ponownie skanuje baze. Dla kazdej transakcji:

@ usuwamy nieczeste items,
@ sortujmy items, i

FP-tree
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@ Ponownie skanuje baze. Dla kazdej transakcji:

@ usuwamy nieczeste items,
@ sortujmy items, i
© dodajemy ja do FP-tree

FP-tree



Data mining

@ Ponownie skanuje baze. Dla kazdej transakcji:
@ usuwamy nieczeste items,
@ sortujmy items, i
© dodajemy ja do FP-tree

FP-tree 1|fca,mp
21 f c,a, b, m
@ przyktad 3|1fb
4 | c b, p
5

f,c,a,m, p
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@ Ponownie skanuje baze. Dla kazdej transakcji:

@ usuwamy nieczeste items,
@ sortujmy items, i
© dodajemy ja do FP-tree

FP_tree 1|fc,a,mp
2| f c a, b m
@ przyktad 3|f Db
4 1c b p
5/f camp

o Dodajemy kolejna transakcje do drzewa:



Data mining

trl: f c,a, m, p tr2: f c,a, b,m

G

c :2)-

I/
-Cm:‘ID- (b:1

GD @D

g)

a
V)

FP-tree

\J
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L . :
FP-tree 7- ) _ 7- — CD_D /’E) 1_
S R b

A

2
S
a
LY
a
VAC
AR
O\
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tr5:f ¢, a,m, p

Header Table
f:4 —~ -
FP-tree c4 —4(&3_

a3 . seaiEe

b:3 —— S

m:3 —4’%‘/\




SZUKANIE CZESTYCH ZBIOROW Z DRZEWA
FP-TREE
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@ Proces przeszukiwania sprawdza pojedyncze przedmioty
w tablicy “header table” (od dotu do géry);

e Dla kazdego przedmiotu x:
o Skonstruowaé baze warunkowych wzorcéw;
o “Sciezka prefiksowa” (prefix path) = Sciezka
prowadzaca od korzenia do wierzchotka x;
o Np. Sciezki prefiksowe dla p: [f:2,¢:2,a:2,m: 2] i
[e:1,b:1];
o Skonstruowaé warunkowe drzewo FP-tree
o Traktujemy baze warunkowych wzorcéw dla x jako
mata baze transakcji D(x);
o Mozemy skonstruowaé FP-tree dla D(z);
o Jedli drzewo posiada tylko jedna Sciezke, to
zatrzymujemy i wypisujemy czeste zbiory;
o W przeciwnym przypadku, powtarzamy ten proces.



PRZYKLAD

Data mining o Dla p:
Ngiyen (g o o Baza warunkowych wzorcéw dla p: [f:2, c:2, a:2, m:2],
[c:1, b:1]
e C jest jedynym czestym przedmiotem i warunkowe
FP-tree ma 1 wierzchotek (c:3).
o Wiec {p,c} jest jedynym czestym zbiorem.
Q@ Dla m:
o Baza warunkowych wzorcéw dla p: [f:2, c:2, a:2], [f:1,
cl, a:1, b:1]
e f, c, a sa czestymi przedmiotami

Header Table Q@

t3 | £3 )
c:3 S

c:3
a3 | - - s

o warunkowe FP-tree:
o Odczytujemy czeste zbiory: {f,m}, {c,m}, {a,m},
{f.c,m}, {f.a,m}, {c,a,m}, {f.c,a,m}.



ALGORYTM FP-GROWTH
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1: if T'ree contains a single path P then
2:  for each combination  of the nodes in P do

3: generate pattern v U « with
support = minimum support of nodes in ~.
4. end for
5: else
6: for each a; in the header table of Tree do
7 generate pattern § = a; U « with
support = a;.support
8: construct conditional pattern base for 5 and
conditional FP-tree Treeg
9: if Treeg # () then
10: call FP-GrowTH(Treeg, 3)
11: end if

12.  end for

149 el IF
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